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ABSTRAK

Ketidakpastian permintaan, efek cambuk, dan trade-off antara biaya simpan dan biaya kekurangan
stok membuat peramalan statistik tradisional dan model persediaan statis kurang memadai. Studi
konseptual ini merumuskan kerangka efisiensi biaya operasional melalui sintesis literatur sistematis
atas 28 artikel (2019-2026) yang dihimpun dengan Publish or Perish dan dianalisis secara deduktif-
komparatif. Temuan konseptual berupa kerangka AI-Driven Demand & Inventory Optimization
(AIDIO) yang mengaitkan penurunan galat peramalan dengan penyesuaian dinamis parameter
persediaan. Implikasinya, ritel dan UMKM Indonesia perlu mengadopsi Al secara bertahap sesuai
kesiapan data.

Kata Kunci: biaya operasional, efek cambuk, kecerdasan buatan, pengendalian persediaan,
peramalan permintaan

ABSTRACT

Demand uncertainty, the bullwhip effect, and the trade-off between holding and shortage costs make
traditional statistical forecasting and static inventory models inadequate. This conceptual study
develops an operational cost-efficiency framework through a systematic literature synthesis of 28
articles (2019-2026), retrieved with Publish or Perish and analysed deductively and comparatively.
The Al-Driven Demand & Inventory Optimization (AIDIO) framework links lower forecast error to
dynamic inventory-parameter adjustment. Indonesian retailers and MSMEs should adopt Al
gradually, according to data readiness.

Keywords: artificial intelligence, bullwhip effect, demand forecasting, inventory control,
operational cost

PENDAHULUAN

Manajemen operasional modern berada di bawah tekanan untuk memenuhi permintaan
yang makin sulit diprediksi dengan persediaan yang makin ramping. Persediaan berfungsi
sebagai penyangga antara ketidakpastian permintaan dan ketidakpastian pasokan, tetapi
penyangga itu tidak gratis. Persediaan berlebih (overstock) menimbulkan biaya simpan (holding
cost) berupa biaya modal yang tertahan, ruang gudang, asuransi, penyusutan, dan risiko
keusangan atau kerusakan pada barang yang mudah rusak. Sebaliknya, persediaan yang terlalu
tipis menimbulkan biaya kekurangan stok (stockout/shortage cost) berupa penjualan yang
hilang, pesanan tertunda, dan menurunnya loyalitas pelanggan. Kedua biaya ini bergerak
berlawanan arah sehingga setiap keputusan persediaan pada dasarnya adalah keputusan
menyeimbangkan keduanya di bawah ketidakpastian (Unal dkk., 2023; Li dkk., 2025).

Ketidakpastian itu tidak berhenti pada satu perusahaan. Lee dkk. (1997) menunjukkan
bahwa varians pesanan membesar ketika bergerak ke hulu rantai pasok, fenomena yang dikenal
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sebagai efek cambuk (bullwhip effect). Penyebab utamanya adalah pembaruan peramalan /
permintaan yang dilakukan setiap pihak secara terpisah, pemesanan dalam lot besar, fluktuasi”

harga, dan penjatahan pasokan. Dengan demikian, mutu peramalan di tingkat hilir menentukan
seberapa besar distorsi informasi yang diteruskan ke pemasok. Peramalan yang buruk membuat
setiap mata rantai menimbun safety stock lebih besar daripada yang sebenarnya diperlukan, dan
biaya sistemik yang timbul jauh melampaui biaya satu gudang.

Praktik peramalan dan pengendalian persediaan yang masih dominan bertumpu pada
metode statistik klasik. Moving average, exponential smoothing, dan ARIMA konvensional
(Box & Jenkins, 1970) mengasumsikan struktur linier dan stasioner, sehingga kurang tangguh
menghadapi promosi, pola musiman yang berubah, permintaan sporadis, dan guncangan
eksternal. Studi komparatif pada perusahaan alat berat menunjukkan perlunya membandingkan
regresi dengan metode kecerdasan buatan (artificial intelligence/Al) pada data permintaan
nyata (Aktepe dkk., 2021), sementara tinjauan kritis memperlihatkan bahwa model machine
learning dan deep learning kini menjadi arus utama peramalan permintaan rantai pasok
(Douaioui dkk., 2024; Terrada dkk., 2022). Pada sisi persediaan, model kuantitas pesanan
ekonomis atau EOQ (Harris, 1913) mengandaikan laju permintaan tetap dan parameter biaya
konstan, sedangkan safety stock konvensional umumnya memakai deviasi standar historis yang
statis. Dalam lingkungan non-linear dan dinamis, kedua asumsi tersebut menghasilkan
parameter yang cepat usang.

Meskipun literatur Al untuk persediaan berkembang pesat, terdapat celah penelitian yang
penting. Pertama, tinjauan yang ada cenderung terpisah: sebagian berfokus pada metode
peramalan (Atwani dkk., 2024; Douaioui dkk., 2024), sebagian pada aplikasi Al dalam
pengelolaan persediaan (Unal dkk., 2023; Hierro dkk., 2026). Kedua, studi yang
mengintegrasikan peramalan dan kebijakan persediaan (Seyedan dkk., 2023; Yang dkk., 2025)
umumnya bersifat teknis dan belum diterjemahkan menjadi kerangka manajerial yang
menghubungkan akurasi prediktif dengan biaya operasional. Ketiga, dalam korpus yang
dianalisis, kajian berkonteks Indonesia masih terbatas pada rantai pasok UMKM tekstil
(Khawarizmi dkk., 2026) dan studi kualitatif pelaku usaha (Purba dkk., 2026), padahal ritel dan
UMKM merupakan segmen yang paling terpapar risiko kelebihan dan kekurangan stok.

Berdasarkan celah tersebut, artikel ini bertujuan: (1) memetakan evolusi metode peramalan
permintaan dari model statistik linier menuju analitik prediktif berbasis Al; (2) membandingkan
paradigma operasi konvensional dan paradigma operasi berbasis Al pada aspek peramalan,
penentuan parameter persediaan, mitigasi efek cambuk, dan biaya; (3) menjelaskan mekanisme
reduksi biaya persediaan melalui akurasi prediktif; dan (4) merumuskan kerangka konseptual
Al-Driven Demand & Inventory Optimization (AIDIO) beserta implikasi manajerialnya bagi
korporasi ritel dan UMKM di Indonesia.

KAJIAN TEORETIS

Evolusi Metode Peramalan Permintaan menuju Predictive Analytics Berbasis Al

Evolusi peramalan permintaan dapat dibaca sebagai pergeseran dari model yang
menjelaskan masa depan dengan satu deret waktu menuju model yang mempelajari pola dari
banyak sumber data. Generasi pertama adalah model statistik linier univariat, yaitu moving
average, exponential smoothing, dan ARIMA (Box & Jenkins, 1970). Model ini transparan dan
murah, tetapi hanya menangkap tren, musiman, dan autokorelasi yang bersifat linier. Generasi
kedua adalah machine learning yang menerima banyak peubah penjelas sekaligus, seperti
harga, promosi, hari libur, dan cuaca, serta memodelkan hubungan non-linier tanpa bentuk
fungsi yang ditentukan lebih dahulu. Studi pada distributor bahan bangunan menunjukkan
bahwa model prediktif dapat diterapkan langsung pada data permintaan perusahaan untuk
mendukung optimasi persediaan (Goulart dkk., 2026).

Generasi ketiga adalah jaringan saraf tiruan (artificial neural networks/ANN) dan deep
learning. Praveen dkk. (2019) menggabungkan peramalan deret waktu berbasis Al dengan
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ANN untuk menekan biaya persediaan dan biaya kekurangan stok yang bersumber dari galat /
peramalan, sedangkan Terrada dkk. (2022) mengembangkan model deep learning untuk rantai”

pasok 4.0. Arsitektur berurutan seperti LSTM kini dipakai untuk peramalan dan pengisian ulang
otonom pada logistik bersama (Straka & Kleinova, 2026). Generasi keempat adalah ensemble
learning, yang menggabungkan beberapa model agar galat masing-masing saling menetralkan
dan hasilnya lebih stabil. Seyedan dkk. (2023) memakai ensemble deep learning sebagai
masukan model persediaan, dan Seyedan (2023) menegaskan arah ini dalam disertasinya
tentang analitik prediktif untuk peramalan dan persediaan.

Perkembangan ini tidak berarti model statistik sepenuhnya usang. Tadayonrad dan Ndiaye
(2023) mengingatkan bahwa evaluasi peramalan untuk keperluan persediaan perlu
memperhitungkan keandalan rantai pasok dan musiman, sehingga ukuran galat generik seperti
MAPE saja tidak cukup. Pendekatan hibrida, misalnya yang memanfaatkan teori chaos dan
optimasi (Karpagavigneswari & Kamali, 2025) atau analitik Al yang dipadukan dengan
pengambilan keputusan multikriteria kabur (Sandra dkk., 2026), menunjukkan bahwa
keunggulan Al paling nyata ketika ia melengkapi, bukan menggantikan, penalaran manajerial.
Keterbatasan yang perlu dicatat adalah ketergantungan pada kualitas dan volume data serta
rendahnya interpretabilitas model kompleks.

Pengendalian Persediaan Dinamis dan Minimisasi Biaya Operasional

Akurasi peramalan baru bernilai ekonomis ketika diterjemahkan menjadi parameter
persediaan. Tiga parameter klasik adalah safety stock (SS), titik pemesanan ulang atau reorder
point (ROP), dan tingkat pesanan maksimum pada kebijakan order-up-to-level (S). Dengan
galat peramalan berdistribusi mendekati normal, lead time L, periode tinjauan R, dan faktor
layanan z yang ditentukan oleh service level target, hubungan dasarnya adalah:

SS=zxcex\L (1)
ROP=d xL+SS (2)
S=dx (L+R)+zx 6ex V(L+R)(3)

Dalam persamaan tersebut d adalah ramalan permintaan per periode dan c. adalah deviasi
standar galat peramalan, yang pada praktiknya diaproksimasi dengan RMSE. Pada kebijakan
konvensional, . diganti deviasi standar historis yang statis. Pada kebijakan dinamis, d dan o,
diperbarui setiap kali model prediktif dilatih ulang, sehingga SS, ROP, dan S mengikuti kondisi
permintaan terkini. Seyedan dkk. (2023) mengilustrasikan pendekatan ini melalui model order-
up-to-level yang memakai peramalan ensemble deep learning.

Di luar formula analitik, kebijakan persediaan juga dapat dipelajari langsung dari interaksi
dengan lingkungan. Preil dan Krapp (2022) menerapkan pencarian pohon Monte Carlo untuk
manajemen persediaan berbasis Al, dan Yang dkk. (2025) mengusulkan multi-agent deep
reinforcement learning yang memadukan peramalan permintaan dan optimasi persediaan pada
rantai pasok ritel berbasis sensor. Pada filosofi Just-In-Time (JIT), peramalan yang lebih akurat
dan pembaruan data yang lebih cepat memungkinkan pengiriman dalam lot kecil dan lebih
sering tanpa menaikkan risiko kehabisan stok. Aspek real-time ini terutama relevan pada rantai
pasok barang mudah rusak (Rao, 2026) dan pada pengisian ulang otonom (Straka & Kleinova,
2026).

Integrasi Sistem Operasional: ERP, 10T, dan Smart Warehousing

Model Al hanya sebaik data yang mengalirinya. Sistem enterprise resource planning (ERP)
menjadi tulang punggung data transaksi, pembelian, dan stok; kajian sistematis atas dampak
analitik prediktif berbasis Al dalam ERP menempatkan peramalan permintaan sebagai area
yang paling terdampak (Fathima dkk., 2024), dan arsitektur integrasi ERP dengan model Al
telah diusulkan untuk optimasi kontrol persediaan (Kumalasari dkk., 2026). Sensor Internet of
Things (IoT) dan RFID menambah lapisan visibilitas: Jaouhari dkk. (2022) memadukan
peramalan berbasis regresi dengan sistem manajemen persediaan berbasis IoT pada perusahaan
semikonduktor, sedangkan Ugbebor dkk. (2024) mengulas sistem persediaan otomatis berbasis
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IoT yang menurunkan biaya simpan bagi UMKM.

Smart warehousing menyatukan ketiganya: data stok dan pergerakan barang diperbarui/

secara kontinu, model Al membaca data itu, dan keputusan pengisian ulang diteruskan kembali
ke sistem operasional. Penelitian pada rantai pasok ritel berbasis sensor (Yang dkk., 2025) dan
pada logistik bersama (Straka & Kleinova, 2026) memperlihatkan bahwa integrasi ini
memungkinkan peralihan dari manajemen persediaan yang reaktif ke yang prediktif. Dengan
kata lain, integrasi sistem bukan pelengkap, melainkan prasyarat agar akurasi prediktif benar-
benar sampai pada keputusan persediaan secara real-time.

METODE

Penelitian ini merupakan studi konseptual (conceptual paper) dengan desain sintesis
literatur sistematis (conceptual literature synthesis). Pendekatan ini dipilih karena tujuan artikel
adalah membangun kerangka teoretis, bukan menguji hipotesis dengan data primer. Kerangka
dibangun secara deduktif: kategori analisis ditetapkan lebih dahulu dari teori manajemen
operasional, kemudian literatur dibandingkan pada setiap kategori untuk menemukan pola,
kesenjangan, dan hubungan antarkonstruk.

Data bersifat sekunder. Penelusuran literatur dilakukan dengan perangkat lunak Publish or
Perish pada basis data Google Scholar untuk publikasi tahun 2019-2026 dengan kata kunci
("Artificial Intelligence" AND "Demand Forecasting" AND "Inventory Management"). Hasil
penelusuran diekspor dalam format RIS dan memuat 199 rekaman. Kurasi dilakukan bertahap:
(1) penghapusan rekaman ganda; (2) penyaringan judul dan abstrak berdasarkan keterkaitan
dengan peramalan permintaan atau keputusan persediaan berbasis Al; (3) pemeriksaan
kelengkapan metadata dan ketersediaan abstrak; serta (4) penilaian kesesuaian dengan tiga tema
analisis, yaitu metode peramalan, pengendalian persediaan dinamis, dan integrasi sistem. Tahap
ini menghasilkan 28 artikel rujukan utama. Artikel dipertahankan jika membahas Al atau
machine learning untuk peramalan atau persediaan serta mengaitkannya dengan biaya, tingkat
layanan, atau efisiensi operasional, dan dikeluarkan jika hanya menyinggung topik tersebut
sebagai latar tanpa analisis. Rujukan klasik di luar korpus (Box & Jenkins, 1970; Harris, 1913;
Lee dkk., 1997) digunakan hanya sebagai landasan konsep.

Ke-28 artikel dianalisis secara deduktif-komparatif: setiap artikel dikodekan menurut
metode, tujuan keputusan, konteks industri, dan kontribusinya terhadap biaya atau tingkat
layanan, kemudian dibandingkan lintas klaster. Tabel 1 meringkas pemetaan literatur utama
tersebut.

Tabel 1 Pemetaan literatur utama (n = 28)

Klaster Artikel rujukan n Kontribusi analitis
tematik

A. Tinjauan Unal dkk. (2023); Douaioui 7  Peta metode, tugas keputusan,
sistematis dan  dkk. (2024); Li dkk. (2025); dan celah penelitian Al pada
kritis Hierro dkk. (2026); Walter dkk. peramalan dan persediaan

(2025); Atwani dkk. (2024); Zhu
dkk. (2019)

B. Aktepe dkk. (2021); Praveen &  Perbandingan metode, ukuran
Peramalan dkk. (2019); Terrada dkk. (2022); kinerja peramalan, dan kaitan
berbasis Goulart dkk. (2026); Tadayonrad galat dengan biaya persediaan
ML/DL dan & Ndiaye (2023);
ensemble Karpagavigneswari & Kamali

(2025); Sukolkit dkk. (2024);
Seyedan (2023)
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Klaster Artikel rujukan n Kontribusi analitis Y
tematik

C. Optimasi Seyedan dkk. (2023); Preil & 5 Penerjemahan ramalan
dan kebijakan  Krapp (2022); Yang dkk. (2025); menjadi kebijakan: order-up-to-
persediaan Sandra dkk. (2026); Tang dkk. level, pencarian pohon Monte
dinamis (2023) Carlo, pembelajaran penguatan

D. Integrasi Kumalasari dkk. (2026); 6 Prasyarat data dan arsitektur
ERP, 0T, dan  Fathima dkk. (2024); Jaouhari untuk keputusan persediaan real-
pergudangan dkk. (2022); Ugbebor dkk. (2024); time, termasuk barang mudah
cerdas Straka & Kleinova (2026); Rao rusak

(2026)

E. Konteks Khawarizmi dkk. (2026); Purba 2 Kesiapan adopsi dan hambatan
UMKM dan dkk. (2026) pada UMKM dan pelaku usaha
Indonesia Indonesia

Sumber: Hasil sintesis literatur penulis (2026)

HASIL DAN PEMBAHASAN

Komparasi Paradigma Konvensional vs. AI-Driven Operations

Perbandingan pada Tabel 2 menunjukkan bahwa perbedaan kedua paradigma tidak
terletak pada satu teknik, melainkan pada cara informasi mengalir dari data ke keputusan.
Pada paradigma konvensional, peramalan, penetapan parameter, dan pemesanan adalah tiga
langkah terpisah yang dijalankan berkala dengan asumsi statis. Pada paradigma berbasis Al,
ketiganya menjadi satu lingkar pembelajaran: ramalan memperbarui parameter, hasil
keputusan menghasilkan data baru, dan data baru melatih ulang model (Unal dkk., 2023; Li
dkk., 2025).

Tabel 2 Perbandingan paradigma konvensional dan paradigma berbasis Al

Aspek Paradigma konvensional Paradigma Al-driven
Metode Moving average, exponential ML, ANN, deep learning, dan
peramalan smoothing, ARIMA; univariat, ensemble; multivariat, non-linier,

linier, dikalibrasi berkala dilatih ulang secara berkelanjutan
Penentuan Deviasi standar historis yang statis;  ce dan ramalan diperbarui dinamis;
safety stock dan EOQ dengan parameter tetap; parameter disesuaikan per SKU,
ROP ditinjau berkala lokasi, dan musim; dapat memakai
kebijakan hasil pembelajaran
penguatan
Mitigasi Setiap pihak meramal sendiri; Ramalan berbasis data sinyal
bullwhip effect pesanan dalam lot besar; distorsi permintaan nyata (demand sensing);
informasi diteruskan ke hulu visibilitas bersama; pesanan lebih

halus dan lebih sering

Dampak Buffer besar sebagai pelindung Buffer proporsional terhadap
terhadap biaya ketidakpastian; modal kerja ketidakpastian aktual; modal kerja
simpan tertahan; risiko keusangan tinggi dan risiko keusangan menurun




Aspek Paradigma konvensional Paradigma Al-driven

Dampak Kehabisan stok tidak terduga saat Antisipasi lonjakan lebih dini;
terhadap biaya promosi atau lonjakan; bergantung  service level lebih terjaga pada
kekurangan pada penilaian manual biaya simpan yang sama atau lebih
stok rendah

Sumber: Hasil analisis komparatif penulis (2026), diolah dari klaster A—D pada Tabel 1

Dua catatan perlu ditambahkan. Pertama, keunggulan paradigma Al bersifat bersyarat. Ia
bergantung pada ketersediaan data, kualitas pembersihan data, dan kemampuan organisasi
memelihara model. Kedua, mitigasi efek cambuk membutuhkan lebih dari peramalan yang
akurat di satu titik. Seperti ditunjukkan Lee dkk. (1997), distorsi tumbuh dari pembaruan
ramalan yang tidak terkoordinasi antarpihak, sehingga manfaat terbesar baru muncul bila sinyal
permintaan hilir dibagikan dan dipakai bersama di sepanjang rantai.

Mekanisme Reduksi Biaya Persediaan melalui Akurasi Prediktif

Hubungan antara akurasi dan biaya dapat dijelaskan melalui Persamaan (1) sampai (3).
Karena SS berbanding lurus dengan ce, penurunan galat peramalan, yang tercermin pada
turunnya RMSE, menurunkan safety stock yang dibutuhkan untuk service level yang sama.
Biaya simpan yang terkait dengan penyangga ini berubah sebesar:

ABS =h x z x VL x Ace 4)

dengan h sebagai biaya simpan per unit per periode. Sebagai ilustrasi hipotetis, bila RMSE
turun dari 100 menjadi 70 unit per minggu pada L =4 minggu dan z = 1,65 (sekitar 95 persen),
maka SS turun dari 330 menjadi 231 unit atau sekitar 30 persen. Angka ini bukan temuan
empiris, melainkan penegasan bahwa penurunan biaya penyangga sebanding dengan penurunan
o.. Praveen dkk. (2019) menekankan kaitan serupa: biaya persediaan tinggi dan biaya
kekurangan stok yang tidak perlu bersumber dari galat peramalan.

Mekanisme pertama adalah pelepasan modal kerja tertahan. Persediaan rata-rata kira-kira
Q/2 + S8, sehingga setiap unit SS yang dapat dihilangkan membebaskan nilai persediaan yang
semula membebani kas. Mekanisme kedua adalah pencegahan keusangan dan kerusakan pada
barang mudah rusak. Semakin lama barang berada di gudang, semakin besar peluang
kedaluwarsa, sehingga pengurangan stok berlebih menurunkan kerugian akibat pembuangan;
pengelolaan persediaan real-time pada rantai pasok barang mudah rusak merupakan salah satu
penerapan yang paling menonjol (Rao, 2026). Mekanisme ketiga adalah peningkatan service
level: dengan SS yang sama, ramalan yang lebih akurat memperbesar z yang dapat dicapai, atau
dengan z yang sama SS yang diperlukan lebih kecil.

Namun hubungan ini tidak mekanis. Biaya kekurangan stok dan biaya kelebihan stok
biasanya tidak simetris. Pada pendekatan newsvendor, tingkat persediaan optimal memenuhi
F(S*) = Cu/(Cy + Co) (5), dengan C, biaya kekurangan per unit dan C, biaya kelebihan per unit.
Karena itu yang bernilai bukan sekadar MAPE atau RMSE yang kecil, melainkan ramalan yang
tidak bias dan menggambarkan ekor sebaran dengan baik. Hal ini sejalan dengan argumen
bahwa indikator kinerja peramalan perlu mempertimbangkan keandalan rantai pasok dan
musiman (Tadayonrad & Ndiaye, 2023). Berdasarkan uraian ini diajukan dua proposisi:

P1: Semakin rendah galat peramalan (RMSE) yang dihasilkan model Al, semakin rendah
safety stock yang diperlukan untuk service level tertentu, sehingga semakin rendah biaya
simpan dan modal kerja tertahan.

P2: Pengaruh akurasi prediktif terhadap biaya total diperkuat oleh asimetri biaya
kekurangan dan kelebihan stok, serta oleh kecepatan siklus penyesuaian parameter; pengaruh
ini paling besar pada barang mudah rusak dan permintaan yang berfluktuasi.
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Proposisi Kerangka Konseptual A/-Driven Demand & Inventory Optimization (AIDIO)

Kerangka AIDIO menggabungkan temuan klaster A—E menjadi satu alur empat tahap yang
digambarkan pada Gambar 1. Kerangka ini dirancang sebagai lingkar tertutup: keluaran tahap
terakhir kembali menjadi data pelatihan bagi tahap awal.



+-m- +

| (1) MULTI-SOURCE DATA INGESTION |
| POS/ERP | sensor IoT/RFID | promosi | kalender | cuaca |

+-- +

+on- +

| (2) AI PREDICTIVE DEMAND SENSING |
|  ML/ANN/Deep Learning/Ensemble --> ramalan + interval galat |
| Indikator akurasi: MAPE, RMSE, bias |
+--- +

v ramalan permintaan & sebaran galat (sigma-e)

+ene +

| 3) DYNAMIC INVENTORY PARAMETER OPTIMIZATION ]
|  Safety Stock | Reorder Point | Order-Up-To-Level | jadwal JIT |
+o +

v keputusan pemesanan & penempatan stok

e +

| (4) OPERATIONAL COST & SERVICE LEVEL EQUILIBRIUM
| Biaya simpan (turun) | Biaya kekurangan stok (turun) |
|  Service level (naik) | Modal kerja tertahan (turun) |

+-- +

(pembelajaran ulang model & kalibrasi ulang parameter -> tahap 1-2)

Gambar 1 Kerangka konseptual AIDIO
Sumber: Konstruksi konseptual penulis (2026), diadaptasi dari sintesis klaster A—E



Tahap 1, Multi-Source Data Ingestion, mengumpulkan data transaksi dari ERP dan sistem kasir
(point of sale), data sensor IoT dan RFID tentang posisi stok, serta data eksternal seperti kalender
promosi, hari libur, dan cuaca. Integrasi sumber-sumber ini menjadi prasyarat teknis yang ditegaskan
oleh kajian ERP (Fathima dkk., 2024; Kumalasari dkk., 2026) dan IoT (Jaouhari dkk., 2022; Ugbebor
dkk., 2024). Kualitas data pada tahap ini, mencakup kelengkapan, keseragaman SKU, dan ketepatan
waktu, membatasi mutu seluruh tahap berikutnya.

Tahap 2, Al Predictive Demand Sensing, menjalankan model ML, ANN, deep learning, atau
ensemble untuk menghasilkan ramalan sekaligus ukuran ketidakpastiannya (c¢). Pemilihan model
mengikuti karakter permintaan: model sederhana cukup untuk permintaan stabil, sedangkan model
sekuensial atau ensemble lebih sesuai untuk permintaan berpola kompleks (Seyedan dkk., 2023; Straka
& Kleinova, 2026). Indikator akurasi (MAPE, RMSE, dan bias) dipantau secara kontinu sesuai anjuran
Tadayonrad dan Ndiaye (2023).

Tahap 3, Dynamic Inventory Parameter Optimization, menerjemahkan ramalan dan c. menjadi
safety stock, reorder point, order-up-to-level, dan jadwal pengisian ulang bergaya JIT melalui Persamaan
(1) sampai (3), atau melalui kebijakan hasil pembelajaran penguatan bila lingkungan keputusannya
kompleks (Preil & Krapp, 2022; Yang dkk., 2025). Parameter dihitung per SKU dan lokasi serta
diperbarui mengikuti siklus pelatihan ulang model.

Tahap 4, Operational Cost & Service Level Equilibrium, mengevaluasi hasil keputusan melalui
empat ukuran: biaya simpan, biaya kekurangan stok, modal kerja tertahan, dan service level. Titik
keseimbangan tidak ditetapkan sekali, melainkan dicari terus-menerus; bila salah satu ukuran
memburuk, galat dan biaya aktual dikembalikan ke Tahap 1 dan 2 untuk pelatihan ulang. Proposisi
tambahan yang dihasilkan kerangka ini adalah:

P3: Integrasi data multisumber (ERP, IoT, dan sumber eksternal) memoderasi hubungan antara
kecanggihan model dan akurasi peramalan; model kompleks tanpa data terintegrasi tidak menghasilkan
akurasi yang lebih tinggi.

P4: Siklus umpan balik yang pendek dari Tahap 4 ke Tahap 1-2 mempertahankan akurasi dan
keseimbangan biaya dari waktu ke waktu, sedangkan ketiadaan umpan balik menyebabkan degradasi
model dan parameter yang usang.

Implikasi Manajerial dan Konteks Bisnis di Indonesia

Bagi korporasi ritel, implikasi pertamanya adalah memperlakukan peramalan sebagai kapabilitas
inti, bukan fungsi pendukung. Ritel modern memiliki data transaksi harian dalam jumlah besar dan
sistem ERP yang relatif matang, sehingga lebih siap memulai dari Tahap 1-3 AIDIO pada kategori yang
paling berisiko: barang mudah rusak, barang berpromosi tinggi, dan SKU dengan lead time panjang.
Karakter kepulauan Indonesia membuat lead time pasokan beragam antarwilayah; variabilitas ini
langsung memperbesar VL dan o, pada Persamaan (1), sehingga manfaat parameter dinamis diperkirakan
paling besar pada jaringan distribusi yang melintasi banyak pulau. Selain itu, manajer perlu menetapkan
ukuran keberhasilan berbasis biaya dan service level, bukan hanya MAPE, serta menyiapkan tata kelola
data dan keterampilan analitik di dalam organisasi.

Bagi UMKM, hambatan utama bukan algoritma, melainkan data, biaya, dan keterampilan. Kajian
sistematis tentang Al untuk peramalan permintaan pada UMKM tekstil Indonesia (Khawarizmi dkk.,
2026) dan studi kualitatif pelaku usaha (Purba dkk., 2026) menunjukkan bahwa pemanfaatan Al dalam
peramalan masih berada pada tahap awal. Sistem persediaan otomatis berbasis [oT juga dinilai dapat
menekan biaya simpan UMKM, tetapi investasi awalnya menjadi pertimbangan (Ugbebor dkk., 2024).
Oleh karena itu adopsi sebaiknya bertahap: (i) digitalisasi pencatatan stok dan penjualan harian dengan
peramalan sederhana; (ii) peralihan ke model machine learning ringan atau layanan komputasi awan
berbiaya rendah; dan (iii) integrasi ERP atau IoT hanya setelah manfaat tahap sebelumnya terbukti.
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Pendekatan bertahap ini menjaga agar investasi tetap sebanding dengan penurunan biaya yang dapat

diharapkan.

Implikasi lain adalah perlunya kewaspadaan terhadap risiko model. Model dapat mengalami
penurunan kinerja ketika pola permintaan berubah (model drift), sementara model yang tidak dapat
dijelaskan sulit dipercaya oleh pengambil keputusan. Karena itu keputusan akhir pada barang bernilai
tinggi atau berisiko tinggi sebaiknya tetap melibatkan penilaian manusia (human-in-the-loop), dan
kinerja model perlu diaudit secara berkala.

SIMPULAN

Artikel ini menyintesis 28 artikel terpilih dari penelusuran Google Scholar periode 2019-2026 untuk
menunjukkan bahwa peramalan permintaan dan pengendalian persediaan paling tepat dipandang sebagai
satu sistem keputusan, bukan dua fungsi yang terpisah. Kontribusi teoretisnya ada tiga. Pertama, artikel
ini menghubungkan evolusi metode peramalan dari model statistik linier ke ML, ANN, deep learning,
dan ensemble dengan parameter persediaan dinamis melalui hubungan eksplisit antara galat peramalan,
safety stock, dan biaya. Kedua, artikel ini menjelaskan tiga mekanisme reduksi biaya, yaitu pelepasan
modal kerja tertahan, pencegahan keusangan, dan peningkatan service level, sekaligus menunjukkan
bahwa hubungannya dikondisikan oleh asimetri biaya dan bias peramalan. Ketiga, artikel ini
merumuskan kerangka AIDIO dengan empat tahap dan empat proposisi yang dapat diuji.

Secara manajerial, hasil sintesis menyarankan agar korporasi ritel memulai dari kategori berisiko
tinggi dengan data terintegrasi, sedangkan UMKM mengadopsi Al secara bertahap sesuai kesiapan data,
dana, dan keterampilan, dengan ukuran keberhasilan berupa biaya total dan service level. Studi ini
memiliki keterbatasan: korpus bersumber dari satu basis data dengan kualitas indeksasi beragam,
sebagian artikel berupa prosiding atau prapublikasi, ilustrasi numerik bersifat hipotetis, dan kerangka
belum diuji secara empiris. Agenda riset berikutnya mencakup pengujian proposisi P1 sampai P4 melalui
studi kasus atau eksperimen terkendali pada ritel dan UMKM Indonesia, penilaian nilai tambah
peramalan terhadap biaya total dengan data nyata, serta penelitian lintas rantai pasok untuk mengukur
dampak berbagi sinyal permintaan terhadap efek cambuk.
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